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Resumo

A otimizacao dos recursos empregados e parte fundamental da Engenharia e promove
inovacees e melhorias em processos. O objetivo central deste trabalho e caracterizar o
comportamento veri cado em diversas estacees da rede movel da operadora TIM, possibi-
litando a identi cacao de elementos com degradacao da qualidade de servico. A caracteri-
zacao e realizada em dados da rede TIM coletados da cidade de Niteroi para os meses de
maio e dezembro de 2019 e maio de 2020. O trabalho propee a utilizacao de ferramentas e
metodos de processamento dos dados, formando um conjunto de dados correto e coerente,
retratando o comportamento mais prevalente veri cado durante o per odo da analise. A
analise dos dados possibilita a veri cacao de pontos em que acees sao necessarias, gerando
melhorias em processos relativos a ampliacao de rede.

Palavras-chave: Redes moveis, caracterizacao, otimizacao.



Abstract

The allocated-resources optimization is a fundamental subject from Engineering and pro-
motes innovations and improvements in established processes. This work aims to cha-
racterize the veri ed behavior of several stations in the TIM operator’s mobile network,
enabling the identi cation of elements with a degraded quality of service. The charac-
terization relies on collected data from the TIM network from Niteroi city during May
and December 2019 and May 2020. The work proposes using data processing tools and
methods, composing a correct and coherent dataset, describing the most prevalent beha-
vior observed during the analysis period. Data analysis enables to verify points at which
actions are needed, fostering improvements in processes related to the expansion of the
network.

Keywords: mobile networks, characterization, improvement.
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Captulo 1

Introdwc-ao

1.1 Motivecao

Nos dias atuais, apesar de toda a situacao causada pelo novo Corona Vrus (COVID-19),

0 mercado de Telecomunicacees continua bastante aquecido em todo o mundo. O mercado
com maior relevancia e lucro naarea de telecomunicaceese o de Rede Movel Celular, pro-
vendo aos consumidores diversos tipos de servico, como 0s de conexao entre equipamentos
do usuwario (UE) com ainternet, o servco de envio e recebimento de mensagens de texto
entre UE's, o servco de chamadas telefébnicas entre UE's, dentre muitos outros.

Para possibilitar a prestacao desses servcos, estruturas, denominadas Estacoes Ra-
dio Base (ERB), sao instaladas em pontos estratgicos das cidades, fazendo a interconexao
entre os transceptores utilizados pelos clientes e os transceptores presentes no rucleo da
companhia telefénica, que se conecta a diversos outros equipamentos e formam, assim, a
rede novel de telecomunicecees.

Akem de oferecer a cobertura, garantir a qualidade de servco (QoS)e extremamente
importante para qualquer empresa ou fornecedora de servcos, agregando grande valor ao
produto ofertado e, quando aliado a campanhas dearketing, gera grandes probabilidades
de conversao de mercado.

A veri cacao da qualidade de servco de redes noveise realizada pela obtercao e
aralise de diversos indicadores de desempenho que fornecem dados brutos sobre a utili-
zacao e 0 comportamento de cada estacao de adio integradaa rede. A aralise dos dados
possibilita a identi cacao de pontos com grande capacidade de utilizacao dos recursos

ofertados e baixa concentracao de uswarios e, da mesma forma, pontos em que ha escassez
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de recursos para a utilizacao e alta concentracao de uswarios. Estes pontos com baixa
capacidade de recursos disponveis podem, e devem, receber atercao especial do presta-
dor de servco, pois neles existe grande possibilidade de serem criados registros de falha,
gerados por insatisfacao dos clientes, e em casos persistentes, aplicadas penalidades pelas
autoridades competentes.

Algumas alternativas para locais com alta ocupacao, organizados de forma cres-

cente de acordo com 0S custos, sao:

" a otimizacao dos parametros con gurados, como a exibilizacao das regras Han-
dover [1], processo de associacao a estacees vizinhas, permitindo assim o balancea-

mento do tafego na regiao;

a otimizacao dos recursos fsicos, como a alteracao no azimute e/ou inclinaciit ()
das antenas [2], provendo melhor coberturaas regiees com grande concentracao de

usLarios;

modernizacao (se possvel) dos elementos utilizados na estacao, como 0s elementos
moduladores e as antenas com novas tecnologias, permitindo maior capacidade e

otimizando o sinal transmitido;

a implementacao de novos elementos na estacao, como por exemplo antenas adici-
onais transmitindo a mesma frequéncia ou, se possvel, frequéncias diferentes, au-

mentando assim a capacidade total ofertada;

a implementacao de novas estacoes na vizinharca da estacao, ou conjunto de esta-

coes, com degradacao nos indicadores analisados.

Nesses casos, o trabalho das equipes de Planejamento e Otimizacaoe avaliar 0s
indicadores disponveis e veri car, dentro das possveis alternativas, a que solucionaa 0s
problemas e tem menor custo para a empresa prestadora, sempre otimizando 0s recursos

empregados, como almejado em todas asareas da Engenharia.

1.2 Objetivos

Visando a aplicacao de ecnicas de aprendizado de naquina para auxiliar o planejamento

e operacao de Redes Moveis de Telecomunicacees [3], este trabalho propee a utilizacao
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de algoritmos de aprendizado de maquina aliado a indicadores coletados de uma rede de
telecomunicacees com o promsito de entender o consumo e a utilizacao dos usiarios em
determinadas estacoes. Dessa forma, novas formas de analisar a capacidade de estacees
com alta ocupacao sao fornecidas, contando com a visao de estacees em seu entorno e,

assim, facilitando veri cacees de otimizacao na Rede Movel.

1.3 Organizacao do Trabalho

Este trabalho est organizado da seguinte forma: O Captulo 1 aborda a motivecao, o
objetivo e a organizacao do trabalho. O Captulo 2 apresenta a caracterizacao e visees
estatsticas do conjunto de dados utilizado. O Captulo 3 apresenta a fundamentacao
teorica e as ferramentas utilizadas no trabalho. O Captulo 4 apresenta a metodologia
utilizada para o desenvolvimento da classi cacao dos dados. No Captulo 5, sao discutidos
os resultados obtidos por meio dos nmetodos propostos, aem de discorrer a respeito de
cerarios encontrados durante a construcao do trabalho. O Captulo 6, trata das conclusees

obtidas e apresenta trabalhos futuros.



Captulo 2

Caracterizacao dos dados

Para a realizacao deste trabalho, foi realizada a extracao de um conjunto de dados, descrito
na Tabela 2.1, a partir de uma ferramenta de monitoramento de Estacees Radio Base
implementada pelalIM Brasil e utilizada internamente para controle e registro dos dados
monitorados, denominadaicroStrategy! e comercializada por empresa de mesmo nome,
a MicroStrategy Incorporated . Por meio desta ferramenta,e possvel realizar a extracao

de relabrios que contém informacees provenientes da rede de acesso e rucleort
Brasil, sendo possvel escolher o agrupamento de informacees e as netricas de interesse,
de forma a possibilitar estudos e aralises sobre tais dados.

O processo de aquiscao dos dadose exempli cado de forma nao exaustiva pela
Figura 2.1. Por meio das interacees entre as Antenas e os Equipamentos do Ustario,
contadores de utilizacao sao coletados na piopria estacao e enviadosa aplicacao na qual
@lculos, que dependem do fabricante e versao deftware utilizada nos equipamentos,
sao realizados, gerando indicadores de processamento armazenados na base de dados da
ferramenta. Para realizar a consulta, os uswarios devem acessar o portalMdicroStrategy;,
disponvel na rede interna da empresa, e selecionar o conjunto de dados e o perodo de
aralise desejado, sendo possvel realizar @ownload dos dados em diversos formatos de

arquivo.

IDisponvel em https://www.microstrategy.com/pt



Figura 2.1: Processo de aquiscao de dados utilizandoMicroStrategy. A partir do
monitoramento da ERB, os contadores coletados sao transformados em indicadores e
armazenados no banco de dados da ferramenta. Ao receber uma solicitacao de um ustuario,

os dados requisitados sao Itrados no banco e podem ser exportados.

Para a formulacao e desenvolvimento da presente metodologia, utilizou-se o con-
junto de dados composto por dois grupos: (I) os dados informativos, que fornecem in-
formeacees referentea Estacao e momento da coleta, e (Il) as netricas, que fornecem o0s
indicadores coletados e calculados pela ferramenta.

Os dados informativos dividem-se em:

" Nome da Estacao: Nome dadoa Estacao Radio BaseERB) pertencente a rede
TIM . Esta chave torna possvel a identi cacao das coordenadas geogma cas &RB,
a veri cacao se a estacao faz parte de algum acordo de compartilhamento com ou-
tras operadoras, a identi cacao do fornecedor dos equipamentos e da infraestrutura

empregada, a veri cacao das tecnologias e diversas outras informacoees.

Informacao da portadora utilizada: Por meio deste dado, e possvel veri car qual
ou quais frequéncias uma determinadaRB esa transmitindo em suas adjacéncias,

possibilitando a arelise da utilizacao e da capacidade total para cada frequéncia.

Dia e hora: Momento do ano em que os dados foram coletados, possibilitando

aralises que informem a periodicidade de determinados comportamentos da rede.
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Abm dos dados kasicos, a aralise adotada neste trabalho tamlkem considera as

seguintes netricas extradas da ferramenta:

" Taxa de descarte de dados: Percentual de falha em requiscees de pacotes IP durante
0 perodo observado. Tal netrica, vem ganhando cada vez mais importancia com
a implementacao da tecnologia Voz sobre LTEMpice over Long Term Evolution-
VOLTE), pois caso um pacote de dados seja perdido, poder ocasionar di culdades
de compreensao na outra ponta da chamada, sendo capaz de aumentar o nvel de

insatisfacao nos clientes com repetidas falhas.

Volume de tafego de dados: Montante de informacao enviado e recebido pela Es-
tacao Radio Base durante o tempo de observecao. De posse dessa informacao, e
possvel realizar o levantamento de locais com maior volume trafegado ou localida-
des com gargalo de tafego, com o intuito de entender mais sobre cada tipo uso e

planejar melhor a rede de acordo com a regiao observada.

Media de usuarios conectados: Media de clientes conectados a estacao durante o
perodo de aralise. Com essa netrica, veri cam-se 0s locais de maior concentra-
cao populacional ou zonas com grande quantidade de uswarios durante momentos

espec cos do dia ou do ano, como shoppings, terminais, dentre outros locais.

Laténcia: Media do perodo temporal compreendido entre o recebimento de uma
requiscao de pacote de rede na ERB e o0 envio do mesmo pacote ao equipamento
do usuwario (UE), durante determinado perodo. Essa netrica permite avaliar loca-
lidades onde a rede possui maior tempo de resposta, deteriorando a experiéncia do

usuario.

Os tipos dos dados analisados sao apresentados na Tabela 2.1. A veri cacao des-
tes parametros fornece uma visao mais objetiva a respeito de quais tratamentos devem
ser realizados, como a veri cacao de valores nulos para dados nunericos e a codi cacao

nunerica para dados textuais.



Dado Tipo
Nome da Estacao Texto
Banda (MHz) Inteiro (Categprico)
Dia/Hora Texto
Taxa de descarte de dados (%) Real
Volume de tafego de dados (Mbps) Real
Media de uswarios conectados Real
Laténcia (ms) Real

Tabela 2.1: Tipos de dados do conjunto de aralise.

Para fornecer um maior entendimento do conjunto de dados, algumas aralises
estatsticas foram realizadas nos dados obtidos, conforme a Tabela 2.2. A partir destas
aralises, veri ca-se a necessidade de tratamento dos valores invalidos, ou seja, os valores
nulos, presentes no conjunto, que se aproximam a 40% das amostras para o indicador de
Laténcia. Esses dados devem receber o devido tratamento, pois alguns mecanismos de

aprendizado de maquina falham ao tratarem dados inalido.

, Valores ) , Desvio  Valor Valor
Aralise Media Mediana
\alidos padrao Mnimo  Maximo
Banda 100.00% 1945.07 1800.00 601.54 700.00 2600.00

Taxa de Descarte| 97.63% 0.10 0.03 0.46 0.00 100.00
Taxa de Descarte
(VOLTE)

79.21% 0.28 0.00 2.92 0.00 100.00

Volume de Dados
99.77% 1417.80 822.03 1666.91 0.00 18429.51
Trafegados
Volume de Dados

VOLTE

99.77% 5.04 0.38 8.87 0.00 105.36

Concentracao de
100.00% 35.10 22.00 39.54 0.00 1046.61
Usuarios

Laténcia 63.46%  25.68 18.00 60.94 1.00 4048.00

Tabela 2.2: Distribucao estatstica dos dados do conjunto.
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Observam-se tamkem, altos valores de desvio padrao para alguns indicadores, em
especial o de Volume de Dados Trafegados. Tal valore ocasionado pela ampla gama de
possibilidades que o volume total pode obter, variando conforme disponibilidade da rede,
demanda de usuarios e, ainda, condcees do meio de transmissao. Os altos valores de
desvio padrao obtidos para a informacao de portadora devem ser desconsiderados, pois
apesar dos dados serem nunericos, este indicadore do tipo categrico, p que assume
apenas valores discretos. Por m, as taxas de descarte de 100% tanto para os dados
guanto para ligacees utilizando a tecnologia VOLTE, indicam indisponibilidade total dos
servicos para os respectivos instantes de tempo.

Avalia-se tamlem as distribucees dos dados de cada indicador do conjunto de
dados, disponveis na Figura 2.2. Para facilitar as aralises e padronizar os histogramas
gerados, e utilizada a escala logartmica no eixo vertical, permitindo a veri cacao de
valores com grandes e pequenas concentracoes. Os histogramas consideram o agrupamento
de dados em 30 caixas.

Em todas as guras, verica-se a ocorréncia mais frequente de valores baixos,
reduzindo essa concentracaoa medida que os valores aumentam, tornando rara a aparcao
de grandes concentracoes em altos valores obtidos.

Com as informacees e netricas apresentadas na Figura 2.2, torna-se possvel rea-
lizar estudos geoga cos do comportamento da rede e de seus usuarios, possibilitando o

avarco no desenvolvimento deste trabalho.

Ipercentuais referentes ao total de valores no conjunto



(a) Taxa de Descarte (b) Taxa de Descarte (VOLTE)
(c) Volume de Dados Trafegados (d) Volume de Dados VoLTE
(e) Concentrecao de UsLarios (f) Laténcia

Figura 2.2: Distribucao das netricas avaliadas. (a) A taxa de descarte mais frequentee
encontrada entre 0 e 3.33, indicando boa qualidade nos servcos de dados. (b) Para voz,
ha alta ocorréncia de descartes entre 96.6% e 100%. (c)-(d) A maior concentrecao do
tafego de dados encontra-se nos menores valores. (e) Para a concentracao de usLarios,
ha distribucao exponencial para usuarios conectados. (f) Alta concentracao de amostras

entre 0 e 125 ms, indicando baixa lattncia na maior.



Captulo 3

Ferramentas e Fundamentac-ao terica

Figura 3.1. Esquematizacao do processo de aquiscao, tratamento e aralise dos dados.

Para a construcao do presente estudo, foram utilizadas diversas tecnologias e ferramentas
que auxiliaram tanto a aquiscao, quanto a transformacao e a aralise dos dados.

Para a extracao de dadod'IM e utilizada a ferramenta de aralise de dadodMi-
croStrategy utilizada pela operadora para realizar estudos de rede a partir dos dados
coletados e salvos em banco de dados interno. Este trabalho utiliza os dados coletados de
todas as antenas do municpio de Niteoi/RJ, para os meses de maio e dezembro de 2019
e maio de 2020.

Os wmdigos de aralise de dados utiliza a linguagermython. Para a execwao do
®digo e aralise de seus resultadose utilizado dupyter Notebook ferramenta de mdigo
aberto que suporta diversas linguagens de programeacao, dentre elas Julia, Python e R,
referenciadas no nome dadoa ferramenta. Essa ferramenta tamkem faz uma homenagem
ao caderno de anotacees de Galileu, que registra a descoberta das luas de ppiter, visto
gue tal ferramenta abm de executar mdigo permite realizar anotacees comoe possvel em
um bloco de notas.

As bibliotecasPandase NumPy sao empregadas para a leitura e manipulacao dos
dados. A primeira permite realizar a leitura e interpretacao de arquivos em formato de
tabela, permitindo diversas manipulacees no mesmo via @digo. A segunda conem uma

vasta colecao de furcees matematicas que podem ser utilizadas em vetores e matrizes
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multidimensionais, possuindo compatibilidade com a primeira biblioteca mencionada.

Para a visualizacao e construicao de gma cos, e utilizada a bibliotecanatplotlib.
Com essa biblioteca, e possvel realizar a criacao de diversos ga cos 2D e 3D totalmente
personalizados, ajudando na compreensao dos resultados obtidos.

Utilizou-se a Transformada Discreta de Cossenos, que proporciona a compressao
dos dados pois transfere a maior parte da informacao para os primeiros elementos do vetor
nal. Essa transformada est contida na bibliotecaSciPy.

Para a classi cacao do conjunto de dados trabalhado, utilizou-se o algoritmo de
aprendizado nao supervisionadg-Means.

O algoritmo K-Means foi utilizado para realizar o aprendizado nao supervisionado
sobre os dados. O algoritmo realiza o particionamento do conjunto de dados em um
rumero de grupos (k) de nido pelo uswario. Esse algoritmo esta contido na biblioteca
scikit-learn (tamkem chamada desklearn), que possui diversas ferramentas e algoritmos
voltados ao aprendizado de maquina ee compatvel com as bibliotecddumPy e SciPy.

As bibliotecasos e glob sao usadas no mdigo para facilitar a busca e leitura dos arquivos
extrados do MicroStrategy. Por m,e utilizada a biblioteca plotly para realizar ga cos
georreferenciados dos agrupamentos resultantes, de forma a possibilitar aralises de acordo

com cadaarea do municpio de Niteloi.

3.1 Pe-processamento dos dados

Figura 3.2: Esquematizacao do pe-processamento dos dados.

O pe-processamento dos dadose um passo fundamental na implementacao de mdigos e
procedimentos de aprendizado de maquina, pois essa etapae responsavel por transformar
todos os dados categricos em valores nunericos, tratar valores vazios, normalizar e aplicar
metodos que visam melhorar a qualidade dos dados.

No conjunto de dados em questao, sao utilizadas as ecnicas de transformacao de

dados categoricos, a normalizecao dos dados e a transformada discreta de cossenos.
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A preserca de valores categricos, como nomes de estacees ou datas sem forma-
tacao, gera problemas na utilizacao de algoritmos de aprendizado de naquina, visto que
tais dados nao sao nunericos e, por esse motivo, nao possuem uma escala a ser utilizada
por tais algoritmos.

Um dos processos utilizados para contornar tal problemae o de Codi cacao de
Rotulos (Label Encode). Esse processo consiste na transformacao dos otulos nominais
em valores nunericos, de forma que os algoritmos sejam capazes de veri car diferentes
categorias entre os valores. NBython, o processo pode ser utilizado a partir da furcao
LabelEncoder presente na bibliotecasklearn

Para a normalizacao do conjunto de dados, o netodo escolhido fostandardScaley
presente na bibliotecasklearn do Python. O objetivo desse algoritmoe ajustar os dados,
de forma que a nedia se torne nula e a variéncia e desvio padrao de todas as colunas se
tornem unitrios. Para tal especi cacao ser alcarcada, todos os dados do conjunto sao

calculados pela brmula 3.1,

Y
1 X g

= N XI’ =
i=1 i=1

zZ= ; (3.1)

em quexe o valor da amostra, e a nedia do subconjunto analisado, e o desvio padrao
calculado para o subconjunto ee o valor nal da amostra aps a utilizacao do algoritmo.

Akem de facilitar os @lculos por meio da reducao do valor absoluto dos dados, a
normalizecao dos dados tamkem reduz a prevaléncia de valores de maior magnitude sobre
menores, retornando classi cacees mais condizentes [4].

A Transformada Discreta de Cossenos (DCT Discrete Cosine Transform) assim
como a Transformada Discreta de Fourier (DFT Piscrete Fourier Transform),e utilizada
para alterar valores, levando-os para o domnio da frequéncia. Apesar de muito parecidas,
ao utilizarmos a DCT o conjunto de dados e transformado em valores no domnio da
frequéncia sem a necessidade da utilizacao de rumeros complexos, presentes em DFT's.

Uma caracterstica da DCTe o fato de necessitar de menos componentes | quando
comparada a uma DFT | para alcarcar uma boa aproximacao do dado original e o fato

de que, ao levar estes dados para o domnio da frequéncia, torna-se possvel vericar o
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comportamento em altas e baixas frequéncias [5], fortalecendo as caractersticas com-
partiihadas pelas amostras [6] e, dessa forma, formando grupos mais de nidos [7]. A
caracterstica de separar as frequéncias dos dadose utilizada para realizar a veri cacao
do comportamento perbdico no conjunto de dados analisado.

O @lculo da transformadae realizado por meio da equacao:

D( 1
X(k)=2 x(n)cos %

n=0

k=0;1:xN 1 (3.2

em quek e o indicativo de frequéncia do sinal transformado, x(n)e o valor inicial
da amostra,N e o rumero de amostras do subconjunto analisado ¥ (k) e o valor no
domnio da frequéncia retornado pela transformada. N&ython a DCTe implementada

pela bibliotecaScyPy.

3.2 Classi cacao do conjunto de dados

Os algoritmos de aprendizado de maquina podem ser separados em trés grupos: apren-
dizado supervisionado, nao supervisionado e por refoico. Para entender cada um dos
grupos, e necessrio de nir os conceitos de Varaveis Independentes e Dependentes.

As Varaveis Independentes possuem a furcao de agregar valor ao conjunto de
dados, descrevendo caractersticas do objeto ou fendbmeno a ser estudado. Essas vara-
veis podem alterar ou controlar o resultado da classi cacao. Um conjunto de varaveis
independentes tamkem pode ser chamado de \Dados nao rotulados”.

A as Varaveis Dependentes, como o poprio nome indica, possuem alta dependén-
cia das demais varaveis, geralmente utilizadas para entender a classi cacao gerada pelos
algoritmos. Um conjunto de varaveis dependentes e independentes pode ser chamado de
\Dados rotulados".

Os algoritmos de aprendizado supervisionado buscam encontrar uma furcao que
seja capaz de prever as varaveis dependentes a partir de um conjunto de dados rotulados.
Uma vez encontrada a funcao, o algoritmo preve o valor ou grupo da varavel dependente
a partir de dados nao rotulados.

No aprendizado nao supervisionado, os algoritmos buscam classi car em grupos

um conjunto de varaveis nao rotuladas, a partir das caractersticas e similaridades de

LAltos valores dek, indicam altas frequéncias no sinal.
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cada varavel independente. Ao nal da execucao do algoritmo, e fornecida uma varavel
dependente que classi caa N grupos, em que N dependerla das de ncees do uslario ou
do algoritmo utilizado, e cada grupo ia conter um conjunto de varaveis independentes
com certa similaridade.

No aprendizado por reforco, os algoritmos utilizam o netodo da tentativa e erro
para encontrar a solucao do problemaE necessario de nir recompensas e penalidades
para cada acao e o algoritmoe responsavel por cada decisao tomada, sempre buscando
maximizar a recompensa total.

Para realizar a classi cacao do conjunto de dados, utilizou-se o nmetodo nao su-
pervisionadoK-Means, que tem como principal objetivo particionar o conjunto de dados
emk grupos, em que os elementos de cada um destes possuem caractersticas similares.
Esse algoritmo foi escolhido por realizar de forma simples e apida a divisao do conjunto
em um rumero de classi cacees K, de nido pelo uswario, que agrupaa amostras que pos-
suem caractersticas semelhantes. O algoritmoe inicializado gerand#topontos aleabrios,
chamados de centroides, em quee o rumero de classi cacoes desejadas pelo usuario. A
partir da inicializacao aleabria, sao calculadas as distancias de cada ponto do conjunto de
dados para ok centroides de nidos, vinculando cada pontoa classi cacao cujo centroide
se encontra mais poximo e recalculando a poscao do centroide aps cada vnculo ak a
convergéncia ser alcarcada.

A biblioteca Scikit-Learn, utiliza como algoritmo padrao a proposta de aceleracao
por Desigualdades Triangulares [8], que considera as seguintes de ncees. Considerando
X uma amostra do conjunto de dadosh e ¢ centroides ed(z; w) a distancia entre dois

elementos quaisquer.

Lema 1 Limite Superior (U)

Se a distancia entre os centroiddse ce maior ou igual ao dobro da distancia entre

a amostra, X, e o centroideb:
d(b;9  2d(x;b); (3.3)

Entao tem-se que a distancia entre a mesma amostae o centroidece maior ou

igual a distancia entre a mesma amostra e o centroidbe

d(x;c) d(x;b) (3.4)
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Lema 2 Limite Inferior (L)

Somando as equeacees 3.3 e 3.4, temos:

d(x;c) d(x;b) d(b;9 (3.5)

Pelo fato de nao existirem distancias negativas, temos tem-se aife;c) O.

Portanto, tem-se que a distAncia entre a amostra e o centroidec deve ser o maior
valor dentro do intervalor entre O e a difererca entre a distAncia entre a amostra e

0 centroideb e a distAncia entre os centroides.

d(x;c) maxfO;d(x;b) d(x;c)g (3.6)

A partir de tais de ncees, a metodologia de @alculo adotada pelo algoritmo passa

a ser:

1. Sao escolhidok centroides iniciais, de nindo os limites inferiored (x;c) = 0 para

cada ponto e centroide.

2. Classi ca-se cada pont, ao centroidec mais poximo, utilizando o lema 1 para
evitar @lculos de distancia redundantes. A cada @lculo da distancid(x; c), adota-

seL(x;c) = d(x;c) e U(x;c) = minfd(x;c)g

3. Calcula-se entao a distancid(c; b para todos os centroides do conjunto. Tambkem

e calculado o parametros(c) = %min s cf d(C; Bg para todos os centroides.
4. Para todos 0s pontox e centroidesc em que:

" c6b
" U(x) >L (x;0)
" U(x) > 3d(ce(x); 0)

I. Ser(x) for verdadeiro, calcula-sal(x; c(x)) e torna-ser(x), uma varavel auxi-

liar, falso.
Caso contario, d(x; c(x)) = U(x).
[I. Se d(x;c(x)) >L (x;c) oud(x;c(x)) > %d(c(x); c), calcula-sed(x; c).

Sed(x;c) >d(x;c(x)), entaoc(x) = c.
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5. Para cada centroidec, calcula-sem(c) sendo a nedia dos pontos vinculados&.
6. Para cada centroidec e pontox, calcula-se

L(x;c) = maxfL(x;c) d(c;m(c));0g:

7. Para cada pontox, de ne-se:

© U(x) = U(x) + d(m(c(x)); c(x))

N

r(x) = V erdadeiro
8. Altera-se todo centroidec, por sua nedia de pontosm(c).

9. Repetem-se os passos 3-8 ak a convergéncia do algoritmo.

3.3 Otimizacao do rumero de classi cacoes

Figura 3.3: Esquematizacao do processo de otimizacao do rumero de classi cacoes.

O algoritmo de aprendizadd-Means necessita da de ncao do rumero de possveis grupos
de classi cacao,k, que impacta diretamente no resultado. Alguns netodos podem ser
utilizados para a escolha do rumerdk, como o Metodo de Aralise do Cotovelo Elbow
Method) ou o Metodo da Silhueta (Silhouette Method. O primeiro, e calculado levando
em consideracao a Distorcao, que tipicamente e dada pela distancia Euclidiana entre
0s pontos e os centroides de cada grupo, ou pela Irercia, que e a soma das distancias
guadaticas entre 0s pontos e o centroide mais poximo. Na implementacao do presente
trabalho, o @lculo da Distorcaoe adotado como o padrao.

Aps o @lculo, e feito um g co das Distolcees para cada valor dek calculado,
conforme mostrado na Figura 3.4. O exemplo utiliza um conjunto de dados exemplo

(Conjunto de dados Irig), em que o valorotimo deke 6, visualizando o cotovelo.

2https://archive.ics.uci.edu/ml/datasets/iris
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No Python, a aralise do Metodo do Cotovelo pode ser facilmente implementada
utilizando a furcao KEIbowVisualizer, presente da bibliotecarellow Brick, uma extensao

do Scikit Learn para facilitar a visualizacao de modelos de Aprendizado de Maquina.

Figura 3.4: Metodo do cotovelo calculado para o conjunto de dados Iris. Neste netodo,

o \cotovelo" veri cado na curva indica o valorotimo de k.

No Metodo da Silhueta, o rumerootimo de ke calculado por meio da Pontuacao
da Silhueta Silhouette Scorg. Essa pontuacaoe calculada utilizando a distancia nedia
entre elementos do mesmo grup@, e a distancia nedia de cada ponto ao grupo mais
poximo, b. E importante ressaltar que a distancigbe calculada de cada ponto para os
demais grupos, excluindo-se o grupo ao qual o ponto pertence.

O @lculo da Pontuacao de Silhueta se da pela seguinte brmula:

b a

—max(a; ) : (3.7)

Sscore =

Valores poximos de 0, indicam grupos sobrepostos, valores negativos indicam pontos er-
roneamente classi cados. Quanto mais poximo a 1, melhor a classi cacao retornada pelo
algoritmo. Um exemplo de como o Galculo da Silhueta pode ser esbacado gra camente
e mostrado na Figura 3.5, considerando o Conjunto de Dados Iris, onde o valorotimoe

encontrado quanddke 6.
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Figura 3.5: Exemplo do Galculo dek pelo Metodo da Silhueta em Conjunto de Dados

Iris. Nesse netodo busca-se a maior difererca entre os valores de silhueta.

Outra aralise a ser efetuada, pelo netodo da silhuetae a veri cacao da Razao de
Silhueta [9]. O @lculo dessa razao indica as variacoes da Pontuacao de Silhueta entre dois

valores dek e por ser calculado pela equacao:
SSEr = SSE, ;1 SSE;; (3.8)

em queSSEg e o valor da Razao de Silhueta, dado um rumero de grupoS§SE, ;e
o valor da Pontuacao de Silhueta para oultimo rumero de grupos &SE, e o valor da
Pontuacao de Silhueta para o rumero de grupos atual.

A partir da aralise da curva apresentada pela Figura 3.5 e considerando da Razao
da Silhueta obtida para o exemplo, ond8SE  0:124, nota-se que a melhor escolha seria

k = 6, reforrando o resultado obtido por meio do primeiro nmetodo.

3.4 Vericacao e aralise da classi cacao obtida

Para veri car a qualidade dos dados e classi cacoes obtidas pelo algoritmo, irumeros
nmetodos podem ser utilizados. Um netodo interessantee a geracao de ga cos de caixa
(BoxPlot), um tipo de ga co que concentra a poscao, dispersao, simetria, dentre outros

parametros em umunico lugar, facilitando a aralise dos dados [10].
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Figura 3.6: Informacees veri cadas por meio do ga co de caixaRoxPlot), criado utili-

zando o Conjunto de Dados Iris.

Conforme veri cado na Figura 3.6, que tamkem faz uso do Conjunto de Dados Iris,

0 BoxPlot fornece os seguintes dados:

" Mediana do conjunto de dados, indicado pela linha em verde;

Intervalo Interquartil (IQR), representado pelo retangulo em vermelho. Os valo-
res representados por este parametro sao de nidos como o subconjunto de dados,
ordenados de forma crescente e contidos entre o primeiro quartil (Q1) e o terceiro
quartil (Q3), representando aproximadamente 50% do conjunto de dados, indicando

a dispersao dos dados do conjunto;

Limite Inferior (LI), de nido como o menor rumero a ser avaliado como parte do

conjunto de dados. Descrito comal = Q1 1.5 IQR;

Limite Superior (LS), de nido como o maior rumero a ser avaliado como parte do

conjunto de dados. Descrito comaS = Q3+1:5 IQR;

Fio de Bigode representado gra camente pela linha vertical azul, indica os valores
considerados como parte do conjunto que se encontram fora do Intervalo Interquartil

e dentro dos limites superior e inferior de nidos;

Dados discrepantesdutliers) representam os possveis erros contidos no conjunto

de dados, indicados gra camente como 0s pontos fora dos limites de nidos.
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Outra forma de entender odBoxPlot,e por meio da Figura 3.7, que mostra a com-
paracao do gea co gerado com a distribucao normal, indicando de forma simples a re-
presentacao estatstica de cada intervalo considerado. Por meio dessa representacao, e
intuitivo veri car o que o Intervalor Interquartil (IQR) conem a maior concentracao dos
dados e que os pontos classi cados como \Discrepantes” representam um percentual pra-
ticamente desprezvel do conjunto, podendo facilmente ser desprezado por nao contribuir
fortemente para a classi cacao do conjunto. Dessa forma, tem-se por meio BoxPlot
uma ferramenta que fornece diversos indicadores de forma simples e objetiva, auxiliando

o entendimento dos dados e resultados [11].

Figura 3.7: Comparacao de equivaléncia entre 8oxPlot e a Distribucao Normal.
Veri ca-se por meio do ga co que embora os dados discrepantes estejam presentes em
todos os conjuntos de dados, fornecem informacees com pouca periodicidade no conjunto,

provenientes de possveis erros ou eventos raros.

Outro procedimento utilizado, para veri car um ga co das regioes classi cadas
pelo algoritmo, e a Aralise das Componentes Principais, um algoritmo de decomposi-
cao que constoi uma projecao do conjunto de dados em espacos de menor dimensao e

complexidade.
Os alculos implementados por este algoritmo seguem 0s passos abaixo:

" Calcula-se a nedia de cada colunp do conjunto de dados:
P N

M; = i:Nl L (3.9)



21

Em seguida,e calculada a matriz auxiliar A, realizando a subtracao de cada elemento
pela nmedia da coluna:
A= Xij Mj; (3.10)

E realizado entao o @lculo da matriz de covariancia, C, pela equacao:

1
= N—lATA; (3.11)

Determinam-se, entao, os auto-valores que sao as razes da equacao:
pc(X) = det(C xl); (3.12)
em quel e a matriz identidade de dimensad\ xN ;

Os auto-vetores, podem ser determinados a partir da resolucao da equacao:

(C 1)V()=0; (3.13)

E calculada a variancia explicada acumulada de cada auto-valor, quee o resto das
variancias explicadas de cada auto-valor (considerando a ordem do menor para o
maior):

i

Finalmente, ao alterar a base canbnica para a base composta pelos auto-vetores

calculados anteriormente, encontra-se a nova representacao do conjunto de dados.



Captulo 4

Metodologia de aralise dos dados

Para os estudos e aralises do presente trabalho, os dados foram agrupados para permitir
a aralise das estacoes de forma unicada, ou seja, se uma estacao propaga sinais em
duas ou mais frequéncias, seus indicadores serao agrupados em um unico registro por
dia. A relacao entre os indicadores e os respectivos netodos de agrupamento estatsticos

utilizados estao descritos abaixo, na Tabela 4.1.

Tipo de Indicador Metodo de Agrupamento
Volume de tafego de dados Soma dos valores
Media de uswarios conectados Soma dos valores

Taxa de descarte de dados  Valor Maximo (pior caso)

Laténcia Valor Maximo (pior caso)

Tabela 4.1: Tipo de agrupamento para cada indicador. Os agrupamentos foram selecio-
nados de forma que dados de tafego e concentracao de ustarios indiguem o montante de
dados e volume total de acessos, enquanto dados de taxa de descarte e laténcia fornecam

0S piores casos registrados para cada dia e estacao.

Apos as operacees de agrupamento de dados, foi efetuada a codi cacao dos otulos
nas colunas\Nome da Estacao" e \Dia", transformando valores categricos em nurmnericos,
de forma a possibilitar a utilizacao dos algoritmos de classi cacao por aprendizado de
maquina.

Devidoa caracterstica da DCT de separar as frequéncias dos dados, a aralise dos

dados foi realizada com a Normalizacao dos dados (I) e com a Normalizacao em conjunto
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da Transformada Discreta de Cossenos dos dados (1), retornando as seguintes matrizes

de correlacao de Pearson, que indicam a correspondéncia entre cada dado presente no

conjunto.

Figura 4.1 Correlacao de Pearson para o Conjunto de Dados |

Figura 4.2: Correlacao de Pearson para o Conjunto de Dados Il

De acordo com as Figuras 4.1 e 4.2, independente do pe-processamento efetuado,
a forte correlacao entre os indicadores de Volume de Dados (\®@), Volume de Dados
da Rede VOLTE (VolLV) e Numero de Usuarios (Users)e percebida, indicando comporta-
mento similar para estes indicadores conforme esperado.

Outro comportamento interessante que pode ser observadoe o fato do Volume de

Dados de navegacao e VOLTE serem praticamente independentes da Taxa de Descarte,
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indicando que grande utilizacao da rede nao correlaciona a maiores taxas de queda no
servio.

Apos a aralise de correlacao sao analisados os netodos de otimizacao do rumero
de classi cacees. O conjunto (I)e submetido aos procedimentos do netodo do cotovelo
e do netodo da silhueta. O fato de a DCT transferir a maior parte da informacao dos
dados para menores frequéncias gera impactos na maior parte do conjunto, in uenciando
diretamente na classi cacao obtida. Por esse motivo, o conjunto (I) e utilizado como
conjunto padrao para as aralises que seguem. Este comportamento evidenciadoe tratado
na Secao 5.1 desse trabalho.

Durante a aralise do Metodo do cotovelo, e realizado o @lculo e gerado o ga co
do valor de distorcao pelo rumero de classi cacoes para o intervalo [2,30], que pode ser
observado na Figura 4.3a, indicando a preserca do cotovelo poximo ao intervalo [5,10].
Um novo gr coe criado no intervalo em questao para uma veri cacao mais precisa do
cotovelo, indicando que ele se encontra ek= 6 classi cacees, como mostrado na Figura

4.3b.

(a) Ga co para o intervalo [2 ; 30]. (b) Gia co para intervalo reduzido [5 ;10].

Figura 4.3: Metodo do Cotovelo para o conjunto de dado$IM .

Para con rmar a escolha do valor dé, foi gerado o ga co do Metodo da Silhueta,

mostrado na Figura 4.4, e calculada a Razao da Silhueta [9].
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Figura 4.4: Aralise de Silhueta para o conjunto de dados

Como veri ca-se na Tabela 4.2, o maior valor para a Razao de Silhuetae retornado
para o valor de 6 grupos, rea rmando a escolha de mesmo valor na Figura 4.4 e reforcando

o resultado encontrado anteriormente na aralise dos cotovelos.

Numero de classi cacoes Razao da silhueta

5 -0.0033
6 0.0788
7 -0.0091
8 0.0509
9 -0.0053
10 -0.0047

Tabela 4.2: Resultado da razao de silhueta para o intervalo de aralise

De posse do valor otimo do rumero de classi cacees, utiliza-se o algoritmo de
aprendizado nao supervisionadé-Means, para separar o conjunto de dados em 6 grupos
com caractersticas similares.

Apesar da ideia inicial de utilizar todos os dados como caracterstica do conjunto,

0 @lculo das classi cacees utilizando os parametros \Nome da Estacao” e \Dia" geram
classi cacoes iguais para todas as amostras de uma estacao, independendo das outras
caractersticas registradas. Por este motivo, optou-se pela utilizacao apenas das netricas
para a realizacao do agrupamento, mantendo os dados codi cados para proteger informa-

coes sensveis da Rede TIM.
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